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Abstract: This article provides a comparative analysis of models for discover-
ing and extracting knowledge from huge data sets. Different methods for exploring and 
identifying hidden or complex relationships among data are presented. The purpose is to 
discover useful and understandable knowledge. The end result is making informed and 
optimal decisions. The implementation of an additional module called Intelligent Knowl-
edge Broker complements and enriches the concept of Knowledge Discovery from huge 
Data Bases (KDDB). Its task is to provide the required knowledge upon inquiry and to 
have a connection to external systems in order to synchronize and update the studied area 
with new data and knowledge. The concept of knowledge extraction from huge datasets 
enriched with new technological advances of AI is an exciting multidisciplinary area of 
research that has useful applications.
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Въведение

В статията е направен сравнителен анализ на модели за откриване и 
извличане на знания от огромни масиви с данни. Представят се различни 
методи за изследване и идентифициране на скрити или сложни връзки меж-
ду данните. Целта е да се открие полезно и разбираемо знание. Крайният 
резултат е вземане на информирани и оптимални решения. Внедряването 
на допълнителен модул наречен Интелигентен брокер на знание, допълва 
и обогатява концепцията за откриване на знания от огромни бази данни 
(KDDB). Неговата задача е да предоставя необходимите знания при поис-
кване и да има връзка с външни системи с цел синхронизация и обновяване 
с нови данни и знания в изследваната област. Концепцията за извличане на 
знания от огромни масиви с данни, обогатена с новите технологични пости-
жения на AI е вълнуваща мултидисциплинарна област на изследване, която 
има полезни приложения.

Всеки ден се генерира голямо количество от данни под формата на 
текстови файлове, презентации, имейли, данни от блогове, влогове и т.н. 
Те съдържат информация и знания, които е полезно да бъдат открити и 
анализирани. Организациите трудно анализират или категоризират всички 
потребителски данни, които съхраняват. Екипи от консултанти работят с не-
прекъснато нарастващото богатство от данни и документи – голяма част от 
които са неструктурирани или полуструктурирани. Достъпът до разпръс-
натото колективно знание между документи, файлове и експерти е трудно. 
Традиционните методи на търсене на съдържание се оказаха неустойчиви. 
Създаде се необходимост от разработване на технологии, сложни матема-
тически алгоритми и софтуерни приложения, с които да се сортира и ос-
мисля полезната информация в сложните формати на документи, за да се 
предоставят наличните знания и по-добро взаимодействие с потребителите 
на различни услуги и системи.

Усилията се насочиха към разработване на разбираеми и лесно прило-
жими софтуерни приложения за извличане на информация. Еволюирането 
на технологията на базите данни е предпоставка за разбиране на потребно-
стите от откриване на нови знания, намиращи се в масивите с данни1. 

1 AGGARWAL, C. Charu. Data Mining. In: Jajodia, S., Samarati, P., Yung, M. (eds) Encyclopedia of 
Cryptography, Security and Privacy. Springer, Cham. January 2025. pp 570-573. Available from: 
https://doi.org/10.1007/978-3-030-71522-9_751 
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Фразата откриване на знания в базите данни (Knowledge Discovery 
Data Bases – KDD) е използвана в много научни трудове2, за да се подчер-
тае, че извличането на знание е крайният продукт на мениджмънта на обра-
ботката на огромно количество данни. 

KDD е цялостен процес, който включва не само откриване на знания 
от данни, но и как се съхраняват, достъпват, обработват и трансформират в 
различни формати данните, прилагане на алгоритми, усъвършенстване на 
дейностите през различните етапи и други. Фокусът е намиране на разби-
раеми модели, които могат да бъдат интерпретирани като полезно, интерес-
но и разбираемо знание. Процесът съдържа и включване на предварителни 
знания и правилно тълкуване на резултатите. Всички етапи са важни, за да 
се гарантира, че полезни знания ще бъдат открити от обработваните данни. 
Целта е усъвършенстване на всички повтарящи се операции, търсене на оп-
тимални модели и оценка на знанията. Оценяват се възможните интерпре-
тации на извлечените модели, за да се определи кои от тях могат да бъдат 
разгледани като източник на нови знания. 

KDD е интердисциплинарна наука включваща машинно обучение, 
разпознаване на образи, бази данни, изкуствен интелект (AI), визуализация 
и други. Значими постижения са представени в машинното обучение3 и в 
статистиката4.

Свързаните изследователски области на AI включват откриването на 
емпирични зависимости като следствие от наблюдение, експериментиране 
и алгоритми за търсене на базата на причинно-следствено моделиране5, 
графични модели6 и други. Интелигентният анализ на данните е важен при 
вземането на правилни и оптимални решения.

Друга характеристика на KDD е преработка на неструктурирани дан-
ни, написани на естествен език (NLP – Natural Language Processing). Чрез 
комбиниране и анализиране на информация от структурирани, полуструк-
турирани и неструктурирани данни, например извличане на текст, може да 
се открие ново знание, което преди не се е разглеждало и би дало предим-
ство в процеса на вземане на решения. 

2 PIATETSKY-SHAPIRO, Gregory. Discovery. Analysis, and Presentation of Strong Rules. Knowledge 
Discovery in Databases. Cambridge: AAAI/MIT Press, 1991, pp 255-264. 

3 BRODLEY, Carla. at all. Applying Classification Algorithms in Practice. –In: Statistics and Comput-
ing. Forthcoming. 1996. 

4  HAND, David. Deconstructing Statistical Questions. Journal of the Royal Statistical Society A. Vol. 
157, No 3, 1994. pp 317-356.

5  LANGLEY, Pat. The computational support of scientific discovery. In: International Journal of Hu-
man-Computer Studies, Vol. 53, Issue 3, 2000, pp 393-410.

6 SPIRTES, Peter. at all. Causation, Prediction, and Search. New York: Springer-Verlag. 1993
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Откриването на знание в бази данни (KDDB) е цялостна концепция. 
Подборът на данни (DM – Data Mining) e свързан с проектиране на изчисли-
телни техники за откриване на шаблони със сходни и съпоставими данни. 
Прилагат се алгоритми от машинно обучение, разпознаване на образи и ста-
тистика за създаване на модели. Важен е въпросът как цялостното взаимо-
действие човек-машина може да бъде полезно моделиран и поддържан7. 
Осигуряването на подходящи, конкретни, недвусмислени и добре структу-
рирани указания може да помогне на модела да разбере контекста и да гене-
рира по-точни отговори. Използват се алгоритми за пресяване, извличане и 
търсене на свързани данни. Метафорично се използва изразът Data Mining, 
който е препратка към минната промишленост свързан с търсенето на цен-
ни руди и минерални изкопаеми, т.е. търси се знание, което би трябвало 
да носи успех и/или печалба. Целта е предвиждане на бъдещо поведение и 
вземане на точните решения. 

Видове данни

Данните могат да се представят чрез текст, графика, числови 
стойности, изображения, звук, видео и други. В зависимост от подредбата 
им те са: структурирани, неструктурирани и полуструктурирани.

Структурираните данни са подредени в точно дефинирани 
композиции с елементи, които следват определена логика в таблица с 
редове и колони. Организирането и съхранението на данни се извършва 
в различни структури. Те се прилагат за разнообразни задачи и операции. 
Пример за структурирана схема е релационният начин на подреждане. SQL 
бази данни е елегантна композиция на подредени елементи, които използват 
структуриран език за заявки (Structured Query Language). Подредените дан-
ни могат да бъдат лесно достъпни, управлявани, променяни, актуализирани. 
SQL е разработен в IBM през 1970-те със сътрудничеството на Oracle. Друг 
пример за работа със структурирани данни са OLTP системите.

Неструктурираните данни не могат да се подредят в колони и 
редове. Управлението им е трудно за осъществяване. Например, текстови 
формати, звуково съдържание, графични, видеофайлове и други. Пример за 
неструктурираните данни са имейлите. Те често са текстове, чийто анализ 
зависи от човешката преценка и са трудни за разбиране дори и с прилагането 
на изкуствен интелект. В крайна сметка има голяма купчина данни, която не 

7 KHAN S. at all. Innovations in Artificial Intelligence and Human-Computer Interaction in the Digital 
Era. Academic Press. 2023. 
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е 100% полезна, но би могла да бъде организирана и анализирана. Пример 
за неструктурирани данни са резултатите от търсене получени от „Google 
Search“.

NoSQL базите данни се появяват в отговор на разрастването на 
Интернет и потребността от обработване на неструктурирани данни. Днес 
облачните софтуерни приложения и самоадминистриращи се бази данни 
са нови технологии по отношение на начина на събиране, съхраняване, 
управление и използване на данните. 

Data Mining подходи като Text Mining и Web Mining се прилагат за 
извличане на знания от текстови и уеб приложения. Софтуерни инструменти 
с участието на AI се внедряват, за да се използват данните ефективно8. 

Приложението Microsoft Azure AI Language осигурява достъп до 
резюмета на документи с функция за абстрактно обобщение. Генерират се 
кратки и последователни резюмета, спестявайки на потребителите време и 
ресурси.

Полуструктурираните (semistructured) данни имат някои сходни 
характеристики със структурираните и с неструктурираните схеми. Тe 
притежават известна последователност и логика в подредбата си, но не се 
поддават на типична структура като база данни. Те притежават параметри, 
които могат да се използват, за да се организират, но не всички налични 
елементи се подчиняват на едни и същи критерии, което затруднява 
работата с тях. Информацията, свързана със схемата на подредба, се 
поддържа заедно със самите данни, а не отделно от тях. Етикети или други 
маркери (метаданни) уточняват фактическото съдържание и позволяват 
то да бъде представено в организирана форма (йерархичен формат). XML 
езикът е пример за полуструктуриран формат. Предимството при този 
начин на представяне е, възможността да се използват различни източници, 
които не са ограничени от предварително зададена схема. Недостатъкът е, 
че заявките не са ефективни.

Информацията се дефинира чрез асоциации, свързващи наличните 
данни.

Трудно е да се дефинира знанието като понятие. Науката е пример 
за систематизирано знание. Съществуват четири вида знания: за факти; за 
методи; за норми и ценности. Познанието, което е синоним на знанието, 
е свързано с информираност или разбиране, които са придобити чрез 
мисловна дейност, опит или обучение.

8 MINER Gary at all. Text Mining and Statistical Analysis for Non-structured Text Data Applications. 
Academic Press Ins., USA. 2012.



29

Андреева9 определя познанието като ключов и неразривен елемент от 
журналистиката. Според нея, пътят към истината е белязан от щателно 
проучване на фактите, непосредствено наблюдение и сетивно възприятие, 
съчетани с логически операции като съждение, умозаключение (индукция 
и дедукция), анализ, синтез и хипотези. Крайната цел на този процес е 
доминацията на етичните норми.

В компютърните науки знанието е продукт от прилагането на 
интуитивни процедури и правила. Например, оператори if – then или if – 
then – else дават резултат, който формулира знание за изследвания процес 
или обект. Знанието съответства на определено ниво на осведоменост. 
Моделите създадени чрез DM подходите се класифицират като знание, ако 
надхвърля определен праг на интересност, т.е. опит да се дефинира знание в 
философски или популярен възглед. Знанието може да бъде потребителски 
ориентирано и специфично за дадена област. Определя се от функции и 
прагове, които потребителят избира в зависимост от заданието.

Следва пример за създаване на прогнозни модели чрез намиране 
на връзки в данните: Нека задачата е да се класифицират различни цветя 
(които за целите на програмирането наричаме проби). Всяка проба има 
набор от функции (характеристики) и етикет (вид). Използва се алгоритъм 
за намиране на връзката между характеристиките и етикета. Резултатът 
е шаблон, който капсулира тези взаимоотношения. Моделът може да 
предвиди етикета на нова проба въз основа на нейните характеристики. 
Оценката на разработката е комбинация от валидност, новост, полезност и 
простота. Допълнителни функции като интересност могат да се дефинират 
или да се прояви имплицитно чрез класифициране на откритите шаблони.

Проектираните модели е желателно да се прилагат за нови данни и да 
осигуряват вярност и сигурност на крайните резултати. Моделите да бъдат 
нови и полезни, т.е. предоставят полза за потребителя и да осигуряват ново 
знание за изследвания проблем. Разбираемостта е желателна. Някои оценки 
са субективни. Всеки има различно усещане за новост и разбираемост. 
Простотата в областта на компютърните науки може да се оцени чрез брой 
битове необходими за пълно описание на модела.

Често логиката, която се следва е до голяма степен непозната за 
потребителите, така че може да бъде объркващо как се достига до крайния 
резултат. При необходимост чрез допълнителни запитвания, които са 
лесни за разбиране и тълкуване, може да се помогне на заинтересованите 
да разберат по-добре как моделът генерира своите отговори и формулира 

9 АНДРЕЕВА, Лиляна. Телевизионни жанрове. София: Симелпрес, 2010, с. 143. [Andreeva, Lilya-
na. Televizionni zhanrove. Sofiya: Simelpres, 2010, str 143]
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търсеното знание. Например в област като здравеопазването е важно да се 
разбере как моделът взема решения.

Модел на Фаяд за извличане на знание

Откриването на знание според Фаяд 10 „е концепцията за извличане 
на неизвестна до момента, потенциално полезна информация от големи 
набори с данни”. Това е многостепенен процес, който идентифицира 
шаблони в данните с цел откриване на нова информация. Важен етап в 
KDD концепцията са постижимостта и валидността на откритите шаблони. 
Съществуват различни модели на процеса на извличане на знание в 
зависимост от заданието. Необходимо е да бъде изяснена целта, която е 
предмет на анализ.

Следното описание е основано на концепцията разработена от Фаяд. 
Идентифицира се целта от гледна точка на поръчителя на дадена 

услуга. Определя се областта на приложение. Изследва се предишно знание. 
Ключът е да се локализират данните, които са от съществена важност за 
поставената задача. Необходимите данни са дефинирани съгласно дадени 
обекти и характеристики. Събирането, изследването и избирането на 
точните данни са важни за крайните резултати. DW (склад за данни) се 
използва за съхраняване на данните.

Създаване на целеви набор от данни. Фокусиране върху подмножество 
от променливи или извадки от данни, на които процесът KDDB ще бъде 
приложен. 

Предварителна обработка. Селектира се необходимата информация за 
моделиране и отстраняване на неточните стойности. Прилагат се стратегии 
за обработка на липсващи полета с параметри и други. 

Данните се преобразуват в нови формати, ако това е необходимо за 
по-нататъшната им обработка. Поддържат се високи нива на сигурност за 
спазване на регулаторните и договорни изисквания за поверителност.

10 FAYYAD, Usama. Advances in knowledge discovery and data mining. Menlo Park, Calif. AAAI Press. 
1996.
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Фиг. 1

Проектиране на модели – обобщаване, класификация, регресия, гру-
пиране и други. DM методите включват прилагане на изчислителни тех-
ники за откриване на шаблони в данните. Създават се полезни модели от 
източниците на данни (релационни, транзакционни, обектно-ориентирани, 
пространствени, времеви, текстови и наследствени бази данни, както и хра-
нилища за данни). Шаблоните се използват за описание на концепции, за 
анализиране на асоциации, за изграждане на класификации, за моделира-
не на тенденции във времеви редици и откриване на рязко отклоняващи се 
значения.

Прави се проучвателен анализ и избор на хипотеза. Следва вземане на 
решение кои модели и параметри са подходящи за извличане на търсените 
знания (например, крайният потребител може да е по-заинтересован от мо-
дел с функционалности за прогнозиране). 

Подбор на данни (DM): търсене на модели в зависимост от конкретна 
представителна форма или набор от изисквания, включително правила за 
класификация, регресия, групиране и други. Потребителят може да подпо-
могнете процеса за извличане на търсените знания чрез правилно изпълне-
ние на предходните стъпки. 

Тълкуване на математическите модели. Възможно е връщане към ня-
коя от стъпките от 1 до 7 за по-нататъшна итерация. Визуализацията на из-
влечените шаблони обогатява и допълнително разяснява процеса. 

Откритите модели трябва да са валидни за нови данни и да се гаран-
тира, че е осигурена висока степен на сигурност. Моделите да бъдат нови, 
поне за проектираната система и да удовлетворяват изискванията и предпо-
читанията на потребителя. Желателно е те да бъдат полезни, т.е. да водят до 
полза за потребителя или да предоставят ново знание за изследвания про-
блем или поставената задача. Разбираемостта е необходима, ако не веднага, 
то след допълнителни обработки.
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Интерпретиране и оценка. В тази последна стъпка резултатът трябва 
да бъде изяснен, за да се пристъпи към финалните операции. Предприемат 
се действия относно откритите знания: да бъдат използвани директно, да 
бъдат включени в друга система за по-нататъшни действия или да бъдат до-
кументирани и докладвани на заинтересованите страни. Този етап включва 
проверка за разрешаване на възможен конфликт с предишни твърдения и 
знания. 

Процесът на KDD може да включва много итерации и да съдържа 
цикли между отделните етапи.

Има три основни подхода при разработването на моделите за DM. 
Следва тяхното описание. 

При наблюдаваното обучение (контролирано обучение, supervised 
learning) системата се „обучава”, да разбира динамиката включена в изслед-
ваните процеси. След това се прави сравнение с известните исторически 
данни, за да се прецени дали резултатите са приемливи. Обучението про-
тича на два етапа. Първо се използва съвкупността от предварително за-
дадените шаблони, („обучаващо множество” или „обучаваща извадка”). На 
втория етап се оценява точността на модела. Сравняват се моделираните 
и фактическите стойности. Наблюдаваното обучение е подходящо 
за извършване на класификация на дадени обекти. Алгоритмите за 
класифициране могат да се използват за разпознаване на сложни модели, 
стига данните да са етикетирани с правилните класове. Предварително се 
знаят примерни образци за принадлежността на обектите към даден клас 
(тестово множество – test set), заедно с текущите стойности на атрибутите 
им. При контролирано обучение програмистът обучава агента да взема 
решения въз основа на входните данни. Пример за контролирано обучение 
е автономно шофиране на автомобили, разпознаващ обекти от околната 
среда.

Моделът за машинно обучение разграничава кои характеристики са 
свързани с даден клас и накрая се проверява колко екземпляра са правилно 
класифицирани. Например, алгоритъмът за обучение може да се научи да 
различава различни животни въз основа на характеристики като „опашка“ 
и т.н. Процедурата на втория етап проиграва съставения модел с даните 
от тестовото множество. Примери за алгоритми за контролирано обучение 
са линейна регресия, логистична регресия, методът за най-близки съседи 
(K-алгоритъм), дървета на решенията и поддръжка на векторни машини. 
Етикетът е числова стойност при прилагане на регресия. Например, може 
да се прогнозира броя на велосипедите под наем в зависимост от сезона и 
времето.
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Ненаблюдаваното обучение (неконтролирано обучение, unsupervised 
learning) – включва създаване на модел, който е в състояние да извлича 
шаблони от немаркирани данни.

„Една купчина от данни се „разравя”, с цел да се открият, сложни, 
скрити и неочаквани взаимовръзки“3. Предварителна информация за на-
блюдавани шаблони на корелации между отделни параметри на изслед-
ваните процеси не е налична. Клъстеризацията е подходяща за случаите 
на ненаблюдавано обучение. Предварително не е налична информация за 
принадлежността на обектите към даден клъстер. Обучаващият алгоритъм 
съдържа механизъм за присвояване на наличните параметри към определе-
на група от обекти. С други думи, компютърът анализира входните данни 
и определя кои са най-важните характеристики в зависимост от заданието. 
Ненаблюдаваното обучение намира прилики между различни обекти. Ако 
алгоритъмът за контролирано обучение има за цел да постави елементите в 
известни класове, при неконтролираното обучение се изследват характери-
стиките, общи за елементите и се групират въз основа на сходни показатели, 
като създава собствени класове. Например, превозните средства с близки 
характеристики на горивна ефективност се групират в един клъстер.

Наблюдаваното обучение е по-скоро прогнозиращо, докато 
ненаблюдаваното обучение е информативно. При наблюдаваното обучение 
междинният резултат се сравнява с историческите данни, за да се провери 
дали резултатите кореспондират с известните случаи. Входните данни са 
етикетирани и броят на класовете е известен. Резултатите от контролираното 
обучение са по-точни в сравнение с резултатите от обучението без надзор.

При ненаблюдаваното обучение броят на класовете е неизвестен. 
Неконтролираното обучение е по-малко изчислително сложно в сравнение 
с наблюдаваното обучение. И двата начина на обучение са полезни и могат 
да бъдат прилагани в сложни индустриални процеси. 

Обучение с подсилване (reinforcement learning, RL) е нов метод, 
който включва интелигентна компютърна програма, наречена агент, 
която се самообучава въз основа на обратна връзка, най-често чрез проба-
грешка. Изходът на програмата зависи от състоянието на текущия вход. 
Следващият вход към RL алгоритъма ще зависи от изхода на миналите 
входове. Решенията се вземат последователно. AlphaGo AI от DeepMind 
Technologies, дъщерно дружество на Google, е пример за машинно обуче-
ние, базирано на RL. Други интересни приложения са: движение на автомо-
билно превозно средство като паркиране и смяна на лентата; оптимизация 
на траекторията; включване и изключване на системи за охлаждане с цел да 
се пести енергия и други.
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Стандартен междуотраслов процес за извличане на знания

През 1996 г. европейски консорциум на компании (SPSS/ISL, NCR, 
Daimler-Benz, OHRA) предлага стандартен междуотраслов модел за извли-
чане на данни (Cross Industry Standard Process– CRISP11). CRISP версия 1.0 е 
пусната през 2000 г., отразявайки значителен напредък в разработването на 
първия стандартизиран модел за обработка на данни и извличане на знания. 
Няма ограничения относно избора на използвания специализиран софтуер 
или инструменти за DM. Моделът е ориентиран към по-ефективно изпълне-
ние на проектите, с по-малко разходи на време и средства. 

CRISP обхваща всички аспекти, започвайки от концепцията до 
реализацията и внедряването на придобитото знание за процес, обект или 
домейн. 

Първата стъпка е анализ на съществуващ проблем или представата на 
бизнеса за текущото задание. Обсъждат се въпроси по взаимоотношенията 
между оперативните фактори и зависимостите между тях. Желателно е 
включване на допълнителен модул, наречен Интелигентен брокер на знание 
(ИБЗ). Неговата задача е да предоставя необходимите знания при поискване 
и да има връзка с външни системи с цел синхронизация и обновяване с нови 
данни и знания в изследваната област. Внедряването на софтуерен агент с 
AI функционалности ще допринесе за подобряване на колективното знание 
и увеличаване на удовлетвореността на потребителите на системата. ИБЗ 
ще функционира като междинен софтуер между хората и проектираната 
система. Чрез силата на предварително обучени езикови модели ще се 
улесни търсенето на знания и ще се генерират прогнози. Увеличава се 
обхвата на възможностите за комуникация чрез внедряване на най-новите 
AI постижения. ИБЗ ще притежава функционалност да създава съдържание, 
да обобщава, да извършва семантично търсене. Прилагането на генеративен 
AI ще осигури мащабируемост.

След като изискванията на бизнеса са заложени, следва изясняване 
на същността на данните и как те да бъдат организирани. Какви таблици да 
бъдат създадени? Какво е качеството на данните? В зависимост от данните 
и представата на бизнеса може да се наложи добавяне на допълнителни 
входни параметри, например създаване на допълнителни таблици. Следва 
анализ на характеристики и установяване на релации, които ще бъдат 
полезни за създаване на хипотези за скритата в тях информация.

11 CRISP. Reviewing the CRISP-DM Life Cycle. Jan 11, 2025. Available from: https://www.datascience- 
pm.com/crisp-dm-2/
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С цел реализиране на заложените бизнес цели следва подготовката 
на данни. Данните могат да бъдат филтрирани, обединени и т.н. с цел 
осъществяване на желания анализ. Клъстеризацията се прилага като 
предварителна стъпка за групиране и пресяване на данните. Обработката 
е с цел групиране. Етикетите на класовете в обучаващата съвкупност са 
неизвестни. Обучението е без учител (неконтролирано).

Моделиране – прилагат се различни моделиращи техники за 
изпълнение на заданието. Може да са необходими допълнителни данни с 
цел реализация на желания модел.

Оценка на целия процес. Често се прилага форма на наблюдавано 
обучение. Междинните резултати ще бъдат проверявани чрез сравнението 
им с исторически данни, с цел да се установи ниво на съответствие, което 
да служи и при оценката на цялостния процес. Не всички шаблони, които 
са представени в данните са полезни и са необходими мерки за изчисляване 
на релевантността (уместност, съответствие, приложимост, значимост, 
важност, свързаност с изследвания въпрос) на откритите шаблони и за 
насочване на целия процес. Извличането на полезни резултати от анализа е 
ключов процес.

Внедряване – използване на резултатите от модела в практиката. 
Знанията извлечени от процеса DM се представят на заинтересованите. 

Получената информация или средства за анализ могат да бъдат предоставени 
за ползване от други софтуерни приложения, например SAP CRM или 
да бъде насочена към системата с участие на изкуствен интелект – SAP 
Business AI12 . 

Окончателните отчети, интерактивно представяне на модели, планове 
за действие стават част от система, която ще дистрибутира откритите знания. 
Запазената информация може да бъде използвана за бъдещи анализи. 
Предоставя се обратна връзка към първоначалното бизнес разбиране за 
оценка на очакванията и получените резултати и за целите на бъдещ анализ. 
При наличие на неудовлетвореност или съмнение, целият процес ще бъде 
повторен.

12 SAP Business AI. March 2025. Available from: https://news.sap.com/topics/artificial-intelligence
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Фигура 2. Модел CRISP (ИБЗ)

Сравнителен анализ на методите за извличане на знание

Процесите свързани с извличането на знания включва дейности по 
събиране и съхранение на данни, системи за подпомагане на решения, заяв-
ки и отчитане, аналитична обработка в реално време, статистически анализ, 
прогнозиране и DM модели. Данните от различни източници се събират, 
консолидират, администрират и предават за анализ и планиране. Те съдър-
жат ценен бъдещ потенциал. Дори със сложни аналитични инструменти, 
новата информация представена под формата на смислени взаимовръзки 
между данните, е често скрита или прекалено сложна, за да бъде разгадана 
чрез просто наблюдение или интуиция. 

С прилагане на методите включени в KDDB е възможно изследване 
и идентифициране на скрити или сложни връзки между данните. За 
тези процеси се предоставят няколко метода (напр. статистически и 
математически изчисления, изчистване на данни и различни подходи за 
реструктуриране и т.н.). Получените средства за анализ могат да бъдат 
заредени автоматично в базата данни или да бъдат пренасочени в приложна 
система. И в двата случая, проектираните инструменти за анализ са налични 
за всички вземащи решения и са от значителна важност: стратегическа, 
тактическа и оперативна. 

Пример за KDDB са софтуерните приложения на SAP. Analysis Process 
Designer (APD) е приложната среда за интелигентен анализ на данни. Ин-
теграцията на SAP Datasphere със SAP Analytics Cloud осигурява система 
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за управление на данни и усъвършенстван анализ за подпомагане на 
междуорганизационното планиране. Инструменталните средства предлагат 
вход за достъп до ценни модели на анализ на данни, а именно: дървета на 
решения, регресивен анализ, ABC класификация и други.

Дърветата на решения графично изобразяват разпределението по 
категории. Правилата за подредбата на данни са определени чрез обучение 
върху исторически данни, където принадлежността им към определени 
категории е предварително известно. Те използват if-then правила.

Клъстерният анализ разпределя данните на хомогенни групи. Те се 
структурират глобално. Клъстерът е група обекти, имащи общи свойства. 
Данните се изобразяват като точки в пространството на признаци и се 
определя концентрацията им около центровете на сгъстяване13. Те се ха-
рактеризират с вътрешна еднородност и външна изолираност. Клъстерният 
анализ е описателен метод. Алгоритмите при този метод работят добре за 
въпроси от вида: Кои модели принтери имат сходни дефекти?

Класовете в клъстерния анализ не са предварително известни. 
Клъстерите се изобразяват в n-мерно евклидово пространство и се описват 
чрез координати на центъра, радиус и т.н. За оценка на сходството на обек-
тите, попадащи в даден клъстер, се използват метрики, които се основават 
на евклидовото разстояние между точките или подобни на него характери-
стики. Използват се количествени метрики, оценяващи вътрешното групи-
ране на обектите в клъстерите и разстоянието между центровете им. Този 
метод се прилага към съвкупности от времеви серии (динамични редове). 
Определят се периоди на сходство на показателите, за да се дефинират гру-
пи от времеви последователности със сходна динамика. 

Предимството е представянето на данните в нагледни структури.
Асоциативният анализ се прилага, за да се разкрият резултатите 

от въздействието на асоциациите и да се прогнозират възможностите 
за кръстосани продажби. Когато се търси за наличие на асоциации се 
предполага, че обектите имат съвместима информационна среда, само в 
основата си. Изложенията се правят под формата на правила, използвайки 
частични структури в данните. Алгоритъмът изследва дълъг списък от 
транзакции, за да определи кои елементи най-често се купуват заедно. 
Входните данни са списък от транзакции за продажба, където всяка колона 
представлява продукт, а всеки ред e продажба или клиент, в зависимост 
от целта на анализа т.е. да се открие кои артикули се продават заедно по 
едно и също време, или да се дефинират ползвателите на даден продукт 

13 LESKOVEC Jure at all. Mining of Massive Datasets, Stanford InfoLab, 2014. Available from: http://
infolab.stanford.edu/~ullman/mmds/book.pdf .
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или услуга. Проблеми възникват при анализ на продукт, който не се купува 
често. Продукти или услуги, които не привличат интерес, е желателно да 
не се включват в анализа, тъй като ще се дефинират правила за дейности, 
които не са статистически значими. За разлика от класифицирането при 
асоциативния анализи моделите са определени не на базата на свойствата 
на анализирания обект, а връзката между няколко събития, които често 
настъпват едновременно. Алгоритмите за разкриването на асоциативни 
правила са от вида: „От А следва B” (A -> B) с различни стойности на до-
стоверност. Често се използва алгоритъм Apriori.

Класификацията е прилагане на функция, която картографира елемент 
от данни в предварително дефинирани класове. Обучаващата съвкупност 
се съпровожда от етикет, който указва класа. Обучението е наблюдавано. 
Данните се разпределят въз основа на обучаващата съвкупност. Следващият 
етап е оценка на точността на решението чрез тестовото множество. Най-
често използвани методи за класификация са следните: CHAID (Chi-square 
Automatic Interaction Detector); логистична регресия; невронни мрежи; ме-
тод на “най-близкия съсед”; мрежа на Бейс и др. Те използват определена 
структура на представяне на връзките и зависимостите между атрибутите 
на класифицираните обекти.

Примери за класификационни методи, използвани като част от 
откриването на знания включват класифициране на тенденциите на 
финансовите пазари и автоматизирана идентификация на обекти с 
изображения14. Алгоритмите за многокласова класификация разделят дан-
ните в три или повече категории. Те са полезни за въпроси, които имат три 
или повече възможни отговора, но се изключват взаимно. Например: Каква 
емоция показва човекът в кадъра?

В ABC класификацията данните са разделени в класове A, B, C, и т. н. 
Използват се начални стойности и класификационни правила. Резултатите 
се изобразяват под формата на ABC диаграма или ABC списък. Група А 
включва най-големите годишни приходи15. 

Области на приложение

Сред най-често използваните области на приложение на моделите за 
извличане на знания са следните: 

14 FELDMAN, Ronen and James Sanger. The Text Mining Handbook: Advanced Approaches in Analyzing 
Unstructured Data. Cambridge University Press. 2006.

15 VALOVA Ivanka, Noirhomme- Fraiture. M. Modern Technologies for Processing of Large Data Sets. 
In: Proceeding of the Bulgarian Academy of Sciences, Tome 61, 2008, рр.513-525. Available 
from: http://www.proceedings.bas.bg.
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Биотехнологии – за моделиране на софтуерните сензори, които 
изчисляват важни данни въз основа на математически модели. Търсят се 
динамични връзки между измерими и някои трудно измерими променливи 
(скорости на растеж и концентрации на биомаса) за най-важните групи 
бактерии, участващи във биотехнологични процеси16.

DM методите се прилагат за проектиране на модели за търсене на 
субстанции, които да бъдат използвани за производство на лекарства.

Маркетинг – търговци, които се стремят да пресяват ценни 
потребителски данни от уеб-страници и други източници. Целта е 
придобиване на нови клиенти, увеличаване на приходите от съществуващи 
партньори и други. Профилирането на клиенти, които са закупили даден 
продукт или услуга дава ценна информация за привличане на сходни 
потребители. Често се използва софтуерното приложение наречено „пазарна 
кошница“. Алгоритмите интегрират правила като: „Ако клиентът закупи 
видеокамера, има вероятност да прояви интерес и към покупка на SD карти, 
статив, микрофон”. Методът използва категорийни данни. Установяването 
на закономерностите става на базата на няколко събития. Асоциативното 
правило има вида: “От събитието A следва събитие B”.

Профилирането на студенти, които са избрали определени избираеми 
учебни дисциплини дава ценна информация за усъвършенстване на 
образователния процес, или за разработване на нови магистърски програми 
с акцент върху предлагане на търсеното знание. Подобни модели са ценни. 

Анализ на тенденциите. Целта е да са прогнозират тенденциите не 
само пазарните, но и образователните. Информацията може да доведе до 
стратегически предимства, като намаляване на разходите и своевременното 
реагиране на бизнес потребностите. Навременното и разумно приложение на 
AI може да изведе даден Университет на челни позиции. Системата трябва 
да е динамична, т.е. непрекъснато да се обновява съгласно потребностите 
на бизнеса и на обществото. Компаниите дефинират своите потребности от 
знания, които се изпращат към ИБЗ и системата генерира резултат. 

Определят се тенденциите на динамиката на събитие не само въз основа 
на ретроспективни данни, но се представят и проблеми, в които отсъства 
динамика на наблюденията във времето. Търси се адекватно описание на 
връзката между стойностите на зависими параметри и влияещите върху тях 
стойности на независими величини (фактори, предиктори).

16 VALOVA Ivanka. Multi-Agent Approach for Monitoring and Control of Biotechnological Processes. 
In: World Academy of Science, Engineering and Technology. International Journal of Electrical 
and Computer Engineering, Vol:18, No:8, 2024, pp. 204-207. Available from: https://publica-
tions.waset.org/10013760.pdf 



40

Заключение
Цялостният процес KDDB, може да бъде обобщен както следва: биз-

нес разбиране – цели/успех; селектиране на данни и изследователски ана-
лиз (качество, проблеми, описание на данните); подготовка – изчистване, 
преобразуване, интегриране, форматиране на данните; моделиране – селек-
тиране, изграждане, тестване и стартиране на различни модели; одобрение 
на моделите и оценка на резултатите (в съответствие с определените цели), 
преглед на процеса; предоставяне за ползване: подготовка на финални отче-
ти, презентиране, планове за действие и внедряване.

Всеки от разгледаните модели има своите положителни 
характеристики. Моделът CRISP е по-гъвкав и практически ориентиран. 
Предложението в този труд е включване на допълнителен модул, наре-
чен Интелигентен брокер на знание, който да осъществява връзка между 
отделните фази в процеса KDDB. Да предоставя необходимите знания при 
поискване и да има връзка с външни системи с цел синхронизация и об-
новяване с нови данни и знания в изследваната област. Внедряването на 
софтуерен агент с AI функционалности би отговорило на тенденциите 
за изграждане на мрежа с интелигентни взаимодействия. Целта е да се 
осигури прозрачност, разпространение, участие, сътрудничество в ключови 
общности, сред които образователни, индустриални, социални и други. 
ИБЗ ще функционира като междинен софтуер и ще предполага среда на 
високоинтелигентни взаимодействия. 

Съвременната информационна епоха е динамична. Бързо нарастват 
обемите от данни и на информационни потоци, текстови, аудио и видео. 
В огромните масиви от данни се съхранява скрита информация от 
стратегическо значение. Съществуват различни техники за извличане на 
„знание“ от данни. KDDB допълнена с новите функционалности на AI е 
вълнуваща мултидисциплинарна област на изследване, която има полезни 
приложения.
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